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Abstract

The goal of this thesis is to suggest and create methods to make the processing of large
scale data in biomedicine easier, which span over multiple days. The methods consist of pre-
processing and suggestions of adaptive segmentation for faster analysis, including the choice
of appropriate data structure to contain measured information. The main attention is paid
to EEG recording. An application in MATLAB is created speci�cally for this purpose, whose
GUI presents measured a processed data in intuitive form.

Abstrakt

Cílem této práce je navrhnout a vytvo°it metodiku pro usnadn¥ní zpracování dlouhodobých
biomedicínských dat pokrývajících dobu n¥kolika dní. Metodika se skládá z p°edzpracování a
návrh· adaptivních segmentací pro rychlej²í zpracování, v£etn¥ volby vhodné datové struk-
tury pro uchovávání dat. Pozornost je p°edev²ím v¥nována záznamu z EEG. Z d·vodu p°e-
hlednosti je pro tyto ú£ely vytvo°eno gra�cké rozhraní v programu MATLAB, které vizuáln¥
interpretuje nam¥°ená a zpracovaná data.
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Kapitola 1

Úvod

Zpracování dlouhodobých biosignál· je i p°es neustálý vývoj v oblasti biomedicíny stále kom-
plikované. P°i návrh· zpracování douhodobých biomedicinských dat hrají hlavní roli £asová
a pame´ová náro£nost. V úvodu této práce je nejprve provedeno seznámení s biosignály, p°e-
dev²ím EEG. Tomu je pak v¥nována dal²í £ást, která obsahuje stru£ná shrnutí metod jeho
zpracování. Jedná se o metody jak v £asové, tak frekven£ní oblasti.

Návrh metodiky pro práci s daty je provád¥n v programu MATLAB, kterému je v¥no-
vána jedna z kapitol. V ní jsou rozebrány d·leºité funkce a moºnosti pro zpracování signál·
tímto výpo£etním programem. Samotné vytov°ené gra�cké rozhraní je pak popsáno v pro-
gramové £ásti, kde jsou podrobn¥ rozebrány jednotlivé jeho hlavní funkce a jaké postupy byly
implementovány p°i jeho vytvá°ení. V záv¥ru jsou zobrazeny pr·b¥hy, získané zpracováním
reálných dat obdrºených z kliniky, a je provedno shrnutí celé této práce.

Cílem této práce je navhrnout zp·soby, jak si efektivn¥ poradit s dlouhodobými bio-
signály, a vytvo°it pro uºivatele co moºná nejjednodu²²í rozhraní pro zobrazení výsledk·
zpracování.

1
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Kapitola 2

Biosignály

Biologické signály tzv. biosignály jsou signály, které lze detekovat v ºivých organismech.
Je to záznam jejich biologické aktivity (tlukot srdce, kontrakce sval·, . . . ). M·ºe se jednat
o aktivitu elektrickou, chemickou, £i mechanickou. Tato aktivita m·ºe být zp·sobena bu¤
vlastní £inností organizmu, nebo reakcí na n¥jaký vn¥j²í podn¥t. Nej£ast¥j²ím projevem
jsou elektrické biosignály (EEG, EKG, . . . ). Biosignály jsou d·leºité pro pochopení daného
biologického systému a jsou uºite£né pro léka°ské diagnózy.

Krom¥ základního d¥lení biosignál· dle druhu fyzikální veli£iny, která je jejich zdrojem
(bioelektrické, biomagnetické, biochemické, biomechanické, . . . ), se nej£ast¥ji pouºívá d¥lení
na spojité a diskrétní £i na deterministické a stochaistické.

V¥t²ina biosignál· je spojitých. V léka°ství se v²ak v dne²ní dob¥ díky pokroku v digitální
technologii pracuje v diskrétní oblasti, takºe léka°ské p°ístroje obsahují A/D p°evodníky pro
p°evod spojitého signálu na diskrétní.

Pod pojmem deterministický signál rozumíme takový signál, který lze popsat pomocí
matematické funkce a lze v libovolný okamºik ur£it jeho hodnotu. Stochaistický je pak ta-
kový, u kterého lze ur£it hodnotu v daném bod¥ jen s ur£itou pravd¥podobností. Má v sob¥
náhodnou sloºku. Reálné biosignály obsahují v¥t²inou n¥jakou náhodnou sloºku nap°. ²um,
takºe je °adíme mezi stochaistické.

Zam¥°ení této práce bude hlavn¥ na elektrické biosignály a z nich p°edev²ím na EEG. [1]

2.1 Bioelektrické signály

Nervy a svaly produkují bioelektrické signály, které jsou výsledkem elektrochemických reakcí
mezi nimi. P°i podráºd¥ní nervové £i svalové bu¬ky a p°ekro£ení ur£ité hranice vyvolá bu¬ka
ak£ní potenciál. Ak£ní potenciál se p°ená²í mezi bu¬kami pomocí tzv. axonu. P°i aktivaci
více bun¥k dojde k vytvo°ení elektrického pole, které lze následn¥ bu¤ pomocí vnit°ních,
nebo vn¥j²ích elektrod m¥°it. [1]

2.2 EEG

Elektroencefalogram. Pat°í mezi elektrické biosignály a je to záznam bioelektrické aktivity
korových nerovových bun¥k. Nej£ast¥ji je snímán pomocí elektrod, které jsou p°iloºeny na po-

3
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vrchu hlavy. Jedná se o neinvazivní metodu snímání EEG, ale je moºné snímat bioelektrickou
aktivitu i intracelulárn¥. Pod pojmem bioelektrická aktivita rozumíme zm¥ny membránových
potenciál· nervových bun¥k - neuron·. Bioelektrická aktivita má velmi nízké nap¥tí, °ádov¥
desítky mikrovolt·. Pro zpracování je nutné toto nap¥tí nejd°íve zesílit. [1]

2.2.1 Neurofyziologické základy EEG

V mozku máme z bun¥£ného hlediska dva druhy bun¥k: neurony a gliové bu¬ky. [2]

Z hlediska EEG je podstatná hlavn¥ struktura neuron· a jejich zm¥na membránových
potenciál·. Neuron je základní jednotka nervového systému, která p°ijímá, zpracovává a vede
specializovaný signál od jedné bu¬ky k druhé pomocí elektrochemických signál·. Neuron
se skládá z bun¥£ného t¥la (soma), jednoho axonu (dlouhý výb¥ºek) a r·zného mnoºství
dendrit· (krat²ích výb¥ºk·). Ty slouºí k p°íjmu informace od ostatních neuron·. Axon je
v neuronu pouze jeden a vede zpracovanou informaci. Na svém konci je siln¥ rozv¥tven a
nachází se na n¥m tzv. synapse. Místa, která slouºí k vým¥n¥ informace mezi neurony. [3]

Obrázek 2.1: Struktura neuronu [1]

Elektrická aktivita neuron· je dána zm¥nou membránových potenciál· (ak£ních a post-
synaptických). [2]

Klidový membránový potenciál

Klidový membránový potenciál se pohybuje p°ibliºn¥ mezi hodnotami -60 a -90 mV.
Vzniká rozdílnou koncentrací iont· uvnit° a vn¥ bun¥£né membrány. Jedná se o rovnováºný
stav vzniklý schopností iont· pronikat skrz bun¥£nou membránu proti chemickému gradientu
a výsledkem je elektrický potenciál. Uvnit° bu¬ky jsou p°eváºn¥ kationty draslíku, anionty
chloru a °ada bílkovin, které nemohou procházet p°es membránu a nesou záporný náboj. Vn¥
naopak kationty sodíku a také anionty chloru. Vým¥nami kationt· a aniont· mezi vnit°ním
a vn¥j²ím prost°edím dostáváme kone£ný klidový membránový potenciál. [1], [3]

Ak£ní potenciál

Ak£ním potenciálem je ve fyziologii chápán krátký okamºik, kdy dojde k p°echodné de-
polarizaci a repolarizaci membránového potenciálu. Ak£ní potenciál vznikne, je-li neuron
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podráºd¥n n¥jakým vn¥j²ím podn¥tem a je-li dosaºeno spou²t¥cí hranice (dostate£ná de-
polarizace na iniciálním segmentu). D·sledkem toho nastane otev°ení iontových kanál· a
zm¥ní se propustnost membrány. Ak£ní potenciál je spojen s velkým vzr·stem propustnosti
membrány pro sodíkové kationty. To má za následek podstatn¥ vy²²í tok kationt· sodíku z
vn¥j²ího prost°edí dovnit° bu¬ky a nastává tzv. depolarizace. D¥j, kdy membránový poten-
ciál za£íná od p·vodní záporné hodnoty stoupat. P°i p°ekro£ení nulové hodnoty hovo°íme
o tzv. transpolarizaci. P°i dosaºení maximální hodnoty ak£ního potenciálu dochází k deak-
tivaci sodných kanál· a membrána se stává propustn¥j²í pro draselné kationty. Ty proudí
ven z bu¬ky a nastává tzv. repolarizace. D¥j, kdy se vrací vnit°ní membránový potenciál ke
klidové hodnot¥. [1], [2], [3]

Obrázek 2.2: Ak£ní potenciál [3]

Postsynaptické potenciály

Vznikají v míst¥ postsynaptické membrány zm¥nou relativní propustnosti membrány pro
ionty a jsou hlavním zdrojem EEG signálu. Dochází bu¤ k vychýlení klidového membrá-
nového potenciálu do záporn¥j²ích hodnot (hyperpolarizace), nebo ke kladn¥j²ím hodnotám
(depolarizace).

Excita£ní postsynaptický potenciál (EPSP) vzniká p°i depolarizaci, kdy je otev°en kanál
pro sodíkové kationty a ty proudí z vn¥ bu¬ky dovnit°. Inhibi£ní potenciál (IPSP) naproti
tomu vzniká p°i hyperpolarizaci, kdy je otev°en kanál pro draslíkové kationty a chlorové
anionty. Ty prochází p°es membránu ven z bu¬ky. [2], [3]

2.2.2 Základní mozkové rytmy

Elektrická aktivita velkého mnoºství nervových bun¥k vede ke vzniku pravidelných EEG
rytm·. Ty jsou de�novány ur£itou frekvencí a amplitudou. U zdravých dosp¥lých jedinc· je
amplituda a frekvence t¥chto vln závislá na aktuálním stavu. Jestli se nachází nap°íklad ve
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Obrázek 2.3: Postsynaptické potenciály [3]

spánkovém stádiu £i je pln¥ bd¥lý. Charakteristika rytm· se také m¥ní s p°ibývajícím v¥kem.
Rozli²ujeme 5 základních mozkových rytm·, a to dle jejich frekven£ního rozsahu: alfa, theta,
beta, delta a gamma.[4], [5]

Alfa rytmus

Alfa vlny se objevují v zadní £ásti hlavy (parietookcipitální oblasti). Je pro n¥ typický
sinusoidální tvar o frekvenci 8 - 13 Hz a amplitud¥ 20 − 50 µV . Jsou p°ítomny v relaxo-
vané bd¥losti a p°i zav°ených o£ích. Amplituda se zpravidla zvy²uje p°i hyperventilaci a p°i
psychickém nap¥tí. S v¥kem amplituda naopak klesá. P°i zvý²ení pozornosti, soust°ed¥ní a
hlavn¥ zrakovým vjemem (otev°ení o£í) dochází k vymizení alfa aktivity, která je nahrazena
beta £i gamma aktivitou. Tento fyziologický jev nazýváme blokace alfa rytmu. Vymizení alfa
aktivity rovn¥º nastává p°i usínání, kdy je nahrazena aktivitou charakteristickou pro spánek.
[4], [5], [6]

Beta rytmus

Beta vlnám p°isuzujeme frekven£ní pásmo od 14 do 26 Hz a amplitudu od 15 do 20 µV .
Ta je ve srovnání s amplitudou alfa vln men²í. Beta aktivita se objevuje u dosp¥lých jedinc·
v bd¥lém stavu s otev°enýma o£ima, kdy centrální nervový systém vykazuje zvý²enou po-
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zornost £i soust°ed¥ní. P°i záchvatu paniky zpravidla dochází ke zvý²ení beta aktivity. Beta
aktivitu m·ºeme najít v p°edních a centrálních oblastech hlavy. Zastoupení beta aktivity se
s p°ibývajícím v¥kem zvy²uje. [4], [5],

Theta rytmus

Theta vlny leºí ve frekven£ním pásmu od 4 do 7 Hz. Jejich amplituda se pohybuje od 50 do
100 µV . Theta aktivita je p°ítomna na EEG u zdravého dosp¥lého jedince b¥hem pomalého
spánku a objevuje se v centrální, temporální a parietální oblasti. U d¥tí je p°ítomna i v
bd¥lém stavu. U dosp¥lých jedinc· se také m·ºe objevit v bd¥lém stavu a to nej£ast¥ji p°i
emocionálním stresu. Za zdroj theta vln je povaºován thalamus. [4], [5], [6]

Delta rytmus

Výskyt delta vln je spojen hlavn¥ s aktivitou mozku u d¥tí do 4 m¥síc·, kdy se jedná o
základní rytmus EEG. U dosp¥lého £lov¥ka se objevují v hlubokém stádiu spánku a podíl
delta vln p°ibývá s jeho hloubkou. P°i bd¥lém stavu se vºdy jedná o patologický jev a znamená
v¥t²inou n¥jaké po²kození mozku (nap°. nádor). Delta rytmus se pohybuje ve frekvencích od
0.5 do 4 Hz a jeho amplituda dosahuje hodnot aº 200 µV . Za místo vzniku je s nejv¥t²í
pravd¥podobností povaºována mozková k·ra. [4], [5], [7]

Gamma rytmus

U gamma rytmu mluvíme o frekvencích vy²²ích jak 30 Hz. I kdyº mají gamma vlny velmi
malou amplitudu a jejich výskyt není tak £astý (ob£as se jim °íká rychlé beta vlny), tak slouºí
k potvrzení ur£ítých mozkových poruch. Oblast vy²²ích frekvencí u EEG je p°eváºn¥ v p°ední
a centrální oblasti. [5]

2.2.3 Spánkové fáze

Rozd¥lujeme dv¥ hlavní fáze spánku: NREM spánek a REM spánek. NREM spánek je sloºen
ze 4 dal²ích stádií: usínání, lehký spánek, hlub²í spánek a nejhlub²í spánek. REM a NREM
spánek se cyklicky st°ídají. Délka celého cyklu od první fáze NREM aº po ukon£ení fází
REM je u dosp¥lého £lov¥ka p°ibliºn¥ 90 aº 100 minut. Pr·b¥h spánku je u kaºdého jedince
jiný a s v¥kem se m¥ní. [4], [5]

NREM spánek

Jedná se o fázi, p°i které neprobíhají rychlé o£ní pohyby a je charakteristická vyplavová-
ním serotoninu v mozku. Slouºí spí²e k relaxaci svalstva. Má 4 stádia.

Stadium 1 � Usínání

V prvním stádiu spánku dochází k pomalému zpomalování mozkové aktivity a k poklesu
£etnosti alfa vln (8-13 Hz), které jsou postupn¥ nahrazovány theta vlnami (4-7 Hz). Usínání
má u dosp¥lých jedinc· p°ibliºn¥ 5% podíl na celkové délce spánku. Dochází zde k pomalým
o£ním pohyb·m, ale ne tak prudkým jako u REM spánku. Subjekt nacházející se v této fázi
spánku lze být lehce probuzen. [2], [5]
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Obrázek 2.4: Základní mozkové rytmy [5]

Stadium 2 � Lehký spánek

Tato fáze je charakterizována tzv. spánkovými v°eténky a K-komplexy. Spánková v°eténka
jsou krátké úseky vln na frekvencích od 12 do 16 Hz. Cahrakteristická k°ivka K-komplexu
za£íná zápornou ²pi£kou (< 100 µV ) a pomalu p°echází na kladnou (aº 200 µV ) aº je
nakonec zakon£ena op¥t negativní ²pi£kou. Z celkového £asu spánku tvo°í lehký spánek asi
50%. Neprojevuje se ºádným pohybem o£í a celkové svalové nap¥tí je mírné. Jedinec lze být
op¥t lehce probuzen. [4], [5]

Stadium 3 � Hluboký spánek

Ob£as se slu£uje s posledním stádiem, kterým je nejhlub²í spánek. Tato fáze NREM
spánku je charakterizována nástupem delta vln (0.5 � 4 Hz), které v této fázi tvo°í 20-
50% v²ech vln. Jejich amplituda p°esahuje hodnoty 75 µV . Tato fáze tvo°í p°ibliºn¥ 5-10%
celkového £asu spánku. �lov¥k lze uº být obtíºn¥ probuzen. [2], [4]

Stadium 4 � Nejhlub²í spánek

Delta vlny zde tvo°í uº více jak 50% v²ech vln a £lov¥k v této fázi uº je velmi obtíºn¥
probuditelný. Podíl nejhlub²ího spánku na celkové dob¥ je p°ibliºn¥ 10-15%. [2], [4]

REM spánek

REM spánek tvo°í u dosp¥lých lidí p°ibliºn¥ 20-25% celkového £asu spánku a prob¥hne
p°ibliºn¥ £ty°íkrát nebo p¥tkrát. Zkratka REM pochází z anglického rapid eye movement
a znamená rychlé o£ní pohyby. Ty jsou pro tuto fázi spánku charakteristické, stejn¥ tak
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jako nízkoproudé EEG. B¥hem REM fáze nejsou dominantní ºádné vlny. REM nastupuje
po skon£ení NREM cyklu, jakmile se zvý²í v mozku hladina noradrenalinu. V této fázi je
mozek velmi aktivní, naopak svaly jsou ochablé. P°edpokládá se, ºe b¥hem této fáze spánku
probíhá ut°i¤ování pam¥ti a zdají se nám sny. [4], [5]

Obrázek 2.5: Spánkové fáze [3]

2.2.4 M¥°ení EEG

V praxi je EEG nej£ast¥ji snímáno neinvazivní metodou pomocí elektrod na povrchu hlavy.
Lze v²ak i v jiných p°ípadech pouºít invazivní metody, p°i kterých se snímá EEG p°ímo z
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povrchu mozkové k·ry (ECoG). Pouºívané elektrody m·ºeme rozd¥lit na dva druhy: povr-
chové a podpovrchové. Povrchové se pouºívají k neinvazivnímu snímání a mohou mít podobu
jednotlivých elektrod nebo tzv. elektrodových £epic. Pro tato m¥°ení se vyráb¥jí elektrody
kovové. Jedná se o st°íbro, zlato a platinu. K zlep²ení kontaktu s pokoºkou se pouºívá vodivý
gel. Podpovrchové slouºí k invazivnímu snímání a mají podobu jehel nebo ter£ík· z vhodného
materiálu (platina, st°íbro). [8]

Rozmíst¥ní elektrod

Správné rozmíst¥ní elektrod je d·leºité, jak pro interpretaci jednotlivých snímání, tak
pro správné vyhodnocení výsledk· z d·vod· standardizace. Tradi£ní systém elektrod je 10-
20, kdy je pouºito 21 snímacích elektrod. Tyto elektrody jsou 3 nepárové, 8 párových a 2
jsou umíst¥ny na u²ních lal·£cích. Název systému 10-20 je odvozen z rozloºení elektrod,
kdy od krajních poloh v sagitální, neboli podélné, a transversální, nebo také p°í£né, linii je
vzdálenost rozd¥lena na úseky po 10%, 20%, 20%, 20%, 20% a 10%. P°itom se vychází ze 4
anatomických bod·: ko°en nosu, výstupek na týlní kosti a z bod· p°ed u²ními boltci. [2]

Kaºdá elektroda má svoje ozna£ení. Na prvním míst¥ je písmeno popisující lokaci elek-
trody (A = Ear lobe; C = Central; P = Parietal; F = Frontal; O = Occipital; T = Temporal).
Tato písmena jsou následována £íslem, které udává pozici na levé nebo pravé hemisfé°e. Po-
kud leºí na levé hemisfé°e jsou pouºita £ísla lichá. Pravou hemisféru naopak speci�kují £ísla
sudá. U t°í nepárových elektrod je £íslo nahrazeno malým písmenem z, které zna£í nepárovou
elektrodu. [2]

Obrázek 2.6: Zapojení elektrod [5]

Zapojení elektrod

Pro snímání EEG se nej£ast¥ji pouºívá unipolární a bipolární zapojení elektrod.
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P°i unipolárním zapojení se elektrody zapojují k jedné spole£né referen£ní elektrod¥,
p°íp. svorce. Tato referen£ní elektroda m·ºe být umíst¥na na u²ních lal·£cích, nose, krku
nebo £ele. Jako referenci lze pouºít i spojení více svod· (nap°. spojení u²ních elektrod)
nebo dokonce i v²ech svod·. Neexistuje v²ak nejvýhodn¥j²í pozice referen£ní elektrody, a to
zejména kv·li faktu, ºe elektrický proud také p°ichází z bioelektrické aktivity sval·, srdce
atd. Výhodou oproti bipolárnímu zapojení je vy²²í úrove¬ EEG a lze lépe pozorovat velikost
a tvar vln. Nevýhodu jsou v¥t²í lokaliza£ní chyby. [2]

U bipolárního zapojení se snímá rozdíl mezi dv¥ma aktivními elektrodami. Ty jsou k sob¥
spojeny tak, ºe jedna slouºí jako reference a druhá jako explora£ní. Takto jsou pak zapojeny
v²echny elektrody, které jsou pouºity p°i snímání EEG. [2]

Artefakty

P°i snímání a analýze EEG rozumíme pod pojmem artefakt jakýkoliv elektrický signál,
který není generován p°ímo mozkem. Artefakty jsou £astým znehodnocením EEG, a to kv·li
velké citlivosti p°i snímání a zesilování signálu. Proto je d·leºité zajistit takové podmínky,
které co nejvíce eliminují jejich tvorbu, a tím usnadní správnou interpretaci výsledného EEG.
Artefakty m·ºeme rozd¥lit na dva druhy: biologické a technické. Biologické artefakty jsou
zp·sobeny lidskou aktivitou m¥°eného subjektu. Mezi nej£ast¥j²í biologické artefakty pat°í
artefakty vzniklé o£ní, srde£ní nebo svalovou aktivitou. Technické artefakty jsou naopak
zap°í£ín¥ny ostatními vlivy mimo lidské t¥lo. Jedná se nap°íklad o sí´ový ²um (frekvence
50/60 Hz), pohyby pacienta nebo i ²patné umíst¥ní elektrod. [4], [6]

2.3 PSG

Polysomnogra�e. Diagnostická metoda, která slouºí k posouzení spánku a spánkových poruch
(narkolepsie, hypersomnie, . . . ). Vy²et°ení probíhá ve speciálních spánkových laborato°ích,
kde je pozorovaný subjekt osázen senzory a jde spát. Z p°edpony poly je z°etelné, ºe je
vy²et°ováno n¥kolik fyziologických funkcí najednou. Mezi povinn¥ vy²et°ované funkce pat°í
EEG, EOG a EMG. Ostatní jsou volitelné a záleºí jen na rozhodnutí doktora, které zvolí
(EKG, dechový rytmus, . . . ). [4]
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Obrázek 2.7: PSG [4]
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Zpracování EEG signálu

3.1 Vzorkování

EEG pat°í mezi analogové signály a je tedy d·leºité vzorkování pro jeho dal²í zpracování. Pro
vzorkování obsahuje analogová £ást elektroencefalografu A/D p°evodník. Princip vzorkování
je takový, ºe lze vyjád°it spojitou funkci pomocí hodnot této funkce v ur£itých izolovaných
bodech. Pro správné vzorkování musí být dodrºen Shannon·v teorém, aby bylo moºno p·-
vodní signál p°esn¥ zrekonstruovat. P°i nedodrºení dojde ke ztrát¥ informace, tzv. aliasingu.
Shannon·v teorém nám °íká, ºe rekonstrukce p·vodního signálu je moºná jen tehdy, byla-li
vzorkovací frekvence vy²²í neº dvojnásobek nejvy²²í harmonické sloºky signálu. [9]

fvz ≥ 2 · fmax (3.1)

3.2 Analýza v £asové oblasti

EEG obsahuje informace o zm¥nách elektrických potenciál· mozku ze snímacích elektrod.
Tyto data jsou charakterizována vlnami o r·zných amplitudách, fázích, frekvencích atd.
Bohuºel je obtíºné pomocí jedné analýzy zprost°edkovat informace týkající se v²ech t¥chto
neznámých. [8]

P°i výb¥ru jedné neznámé, amplitudy, a p°i jejím bliº²ím prozkoumání a vytvo°ení his-
togramu lze zjistit, ºe výsledný histogram je symetrický. V podstat¥ se jedná o normální
(Gaussovo) rozd¥lení. Základními charakteristikami normálního rozd¥lení jsou st°ední hod-
nota a rozptyl, kdyº dal²í charakteristiky jako koe�cienty ²ikmosti a ²pi£atosti jsou rovny
nule. Nicmén¥ pro jiné neº normální rozd¥lení se dají koe�cienty ²ikmosti a ²pi£atosti pouºít
jako charakteristiky. [8]

Práv¥ tyto 4 statistické parametry se pouºívají i pro analýzu EEG amplitudového histo-
gramu.

13
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3.2.1 St°ední hodnota

I kdyº je st°ední hodnota u EEG velmi malá (°ády mikrovolt·) a také tém¥° konstantní, slouºí
jako dobrý ukazatel u velkých zm¥n potenciálu. Ty vznikají nap°íklad následkem n¥jakého
technického artefaktu. [8]

x̄ =
1

n

N∑
i=1

xi (3.2)

3.2.2 Rozptyl

Rozptyl amplitudového rozd¥lení EEG je p°ímo spojen s celkovým výkonem. Pro ploché
EEG je typický malý rozptyl hodnot, a to má za následek í malý výkon. Naopak p°i více
oscilujícím EEG bude logicky rozptyl v¥t²í a to platí i pro hodnotu celkového výkonu. [8]

σ2 =
1

n

N∑
i=1

(xi − x̄)2 (3.3)

3.2.3 Koe�cient ²ikmosti

Koe�cient ²ikmosti zna£í stupe¬ odchylky od symetrie od normálního rozd¥lení. Tento t°etí
centrální moment amplitudového histogramu je roven nule, kdyº je rozd¥lení kompletn¥
symetrické, a nabývá nenulových hodnot, kdyº jsou EEG vlny asymetrické. [8]

Koe�cient ²ikmosti:

Smc =

∑N
i=1

(xi−x̄)3

N

[
∑N

i=1
(xi−x̄)2

N ]
3
2

(3.4)

3.2.4 Koe�cient ²pi£atosti

Hodnota koe�cientu ²pi£atosti udává, jestli má dané rozd¥lení plochý nebo ²pi£atý charakter.
Hodnota v¥t²í neº hodnota u normálního rozd¥lení (tj. >0) zna£í, ºe analyzované rozd¥lení
obsahuje více ²pi£ek neº normální k°ivka. Oproti tomu, kdyº je hodnota men²í neº u normál-
ního rozd¥lení, má dané rozd¥lení plo²²í charakter. P°i analýze EEG, které má velmi nízké
frekvence a amplitudovou modulaci, narazíme na záporné hodnoty koe�cientu ²pi£atosti. P°i
kladných hodnotách je pak dané EEG plné p°echodných ²pi£ek a skupin s vysokým rozsahem
nap¥tí. [8]

Následující vzorec lze pouºít pro výpo£et koe�cientu ²pi£atosti:

Kmc =

∑N
i=1

(xi−x̄)4

N∑N
i=1[ (xi−x̄)2

N ]
3
2

− 3 (3.5)
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Obrázek 3.1: Základní statistické parametry [8]

3.3 Analýza ve frekven£ní oblasti

Záznam EEG je vhodné reprezentovat jak v £asové, tak i ve frekven£ní oblasti. K p°evedení
signálu do frekven£ní oblasti se pouºívá Fourierova transformace. Pomocí ní lze rozloºit signál
na jednotlivé frekven£ní sloºky a zjistit charakteristiky, které není moºné ur£it jen z £asové
oblasti. [10]

3.3.1 Fourierova transformace

Fourierova transformace vyuºívá dvou základních harmonických funkcí sinus a cosinus k
vyjád°ení £asov¥ závislého signálu. Signál m·ºe být bu¤ spojitý £i diskrétní.

Fourierova transformace je de�nována integrálním vztahem:

X(ω) =

∫ ∞
−∞

x(t) exp (−jωt)dt, (3.6)

kde

X(ω) je spektrum signálu k funkci £asu x(t) a ω je úhlová frekvence (ω = 2πf). P°i
zpracování EEG je signál vzorkován ur£itou frekvencí fs = ω

2π = 1
Ts

, kde Ts je perioda
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vzorkování. [10]
Vzorkováním dostaneme posloupnost bod· x(n). Pro spektrum diskrétní posloupnosti platí:

DTFTx(n) = X(exp (jω)) =
N∑
i=1

x(n) exp(−jωn) (3.7)

Jedná se o vzorec pro Fourierovu transformaci v diskrétním £ase. Spektra spojitého a dis-
krétního signálu se od sebe li²í tím, ºe spektrum diskrétního signálu je periodické s periodou
2π. [10]

3.3.2 Diskrétní Fourierova transformace

P°i práci s kone£ným po£tem hodnot se pracuje s tzv. Diskrétní Fourierovou transformací:

DFTx(n) = X(k) =
N−1∑
n=0

x(n) exp(−j 2π

N
kn) (3.8)

DFT nám umoº¬uje postupn¥ vypo£ítat ze zadaných N diskrétních hodnot signálu x(n)
N diskrétních hodnot spektra X(k). Po£et vzork· N je v £asové i frekven£ní oblasti stejný.
Jedná se o soum¥rné spektrum, takºe pro reálnou posloupnost sta£í vypo£ítat jen hodnoty
diskrétního spektra v intervalu < 0; 1

2FV >, kde FV je vzorkovací frekvence. [10]

3.3.3 Rychlá Fourierova transformace

Algoritmus pro rychlou Fourierovu transformaci (FFT) se pouºívá pro výpo£et DFT. Princip
FFT spo£ívá v tom, ºe rozloºí libovolnou posloupnost na krat²í posloupnosti, jejichº výpo-
£et DFT vyºaduje men²í po£et aritmetických operací. Následným seskládáním se pak získá
spektrum p·vodní posloupnosti. [11]

Vyuºívá se substituce:

Wnk
N = exp (−j 2π

N
kn) (3.9)

Vzorec pro DFT:

DFTx(n) = X(k) =
N−1∑
n=0

x(n)Wnk
N (3.10)

Sníºení po£tu výpo£etních operací na základ¥ vlastností £initele Wnk
N :
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• Periodicita s periodou:

Wnk
N = Wnk+N

N = ... (3.11)

• Pro N
2 bodovou a N-bodovou DFT bude:

Wnk
N/2 = W 2nk

N (3.12)

• �initel Wnk
N se vyzna£uje soum¥rností

W
nk+N/2
N/2 = −Wnk

N (3.13)

Oproti DFT je FFT °ádov¥ rychlej²í, kdyº sniºuje po£et výpo£t· z N2 na N · log (n).
[11]

3.3.4 Výkonové spektrum

Výkonové spektrum nám °íká, v jaké mí°e jsou zastoupeny jednotlivé sloºky ve frekven£ním
spektru.

P (f) = R2
E [X(f)] + I2

M [X(f)], (3.14)

kde

X(f) je Fourierova transformace EEG signálu. Nic nám v²ak uº ne°íká o fázi.

P°i provád¥ní frekven£ní analýzy jsou sou£ástí analýzy i výpo£ty tzv. cross spektra a
koherence.

Crossspectrum = X(f)Y ∗ (f), (3.15)

kde
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X(f) a Y (f) jsou Fourierovy transformace a * zna£í komplexní sdruºení. Jedním z dal-
²ích moºných výpo£t· je výpo£et Fourierovou transformací kovariance dvou signál·. Cross
spektrum je pouºito pro výpo£et koherence dvou signál·. [8]

Koherence udává, jak moc si jsou dva signály podobné ve frekven£ní oblasti.

Coherence =
Crossspectrum√
PX(f) − PY (f)

(3.16)

Koherence nabývá hodnot od 0 do 1, kdy 0 zna£í ºádnou podobnost mezi dv¥ma signály
na ur£ité frekvenci, zatímco 1 potvrzuje naopak úplnou podobnost. V MATLABu lze pro její
výpo£et pouºít funkci mscohere(. . . ). [8]

3.4 Segmentace signálu

Pojem segmentace signálu znamená rozd¥lení signálu na men²í úseky. S nimi lze pak lépe
pracovat p°i dal²í analýze. P°i zpracování dlouhodobých biosignál· je d·leºité si zvolit takový
typ segmentace, který není tolik £asov¥ a pam¥´ov¥ náro£ný.

Existují dva typy segmentace:

• Konstantní

• Adaptivní

3.4.1 Konstantní segmentace

Konstantní segmentace rozd¥lí signál na stejn¥ dlouhé úseky, co se týká do po£tu vzork· a
tedy i £asu. Nevýhodou této segmentace je, ºe nemá ºádný bliº²í vztah ke zpracovávanému
signálu a nezáleºí na tom, zda se jedná o stacionární £i nestacionární signál. Výhodou je pak
implementace algoritmu, která není v·bec obtíºná a oproti adaptivní segmentaci se jedná o
rychlou a ne tolik pam¥´ov¥ náro£nou metodu segmentace.

3.4.2 Adaptivní segmentace

EEG signál je v²ak £asov¥ prom¥nný a konstantní segmentace není vhodná pro dal²í zpra-
cování. Proto je pot°eba rozd¥lit EEG signál na takové úseky, které mají r·znou délku v
závislosti na zm¥nách jeho charakteristik v £ase. Tato metoda rozd¥lení signálu na jednot-
livé segmenty se nazývá adaptivní segmentace.

Adaptivní segmentace detekuje pomocí r·zných algoritm· zm¥ny v amplitudové £i frek-
ven£ní charakteristice zpracovávaného signálu. Existuje mnoho metod adaptivní segmentace,
a´ uº se jedná nap°. o jednokanálovou, £i vícekanálovou.

P°íklady adaptivní segmentace:

• Adaptivní segmentace na základ¥ lineární predikce
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• Adaptivní segmentace na základ¥ autokorela£ní funkce

• Adaptivní segmentace s nar·stajícím a pevným oknem

• Adaptivní segmentace na základ¥ dvou spojených oken

• Adaptivní segmentace na základ¥ míry diference

Základem adaptivní segmentace je tzv. metoda dvou oken. P° ní se porovnávají ur£ité
parametry ve dvou oknech. [12]

Princip adaptivní segmentace metody dvou oken, kdy máme jedno referen£ní a jedno
posuvné okno:

Na po£átku signálu je zvoleno pevné referen£ní okno o ur£ité £asové délce. Podle druhu
adaptivní segmentace je pro toto referen£ní okno proveden výpo£et, který v n¥m ur£í vybra-
nou charakteristiku (nap°. rozptyl). Po zbývající £ásti signálu se pohybuje posuvné okno. V
posuvném oknu je stejným zp·sobem jako u pevného referen£ního okna proveden výpo£et
parametru. Míra diference mezi posuvným a pevným oknem se ur£í z rozdílu obou parame-
tr·. P°i p°ekro£ení ur£ité stanovené meze je nalezena hranice segmentu. Pevné referen£ní
okno se p°esune namísto posuvného a posuvné se dále op¥t pohybuje po zbylé £ásti signálu.

Obrázek 3.2: Adaptivní segmentace [7]
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Kapitola 4

MATLAB

Matrix laboratory. Je vysokoúrov¬ový programovací jazyk a zárove¬ i prost°edí pro nume-
rické výpo£ty a zobrazení. Je vyvinut spole£ností MathWorks. MATLAB dovoluje manipulaci
s maticemi, vykreslování dat a funkcí, implementovat algoritmy, vytvá°et vlastní gra�cké pro-
st°edí a je schopný pracovat i s programy napsanými v jiném programovacím jazyce. A´ uº
se jedná o C, C++ £i Javu.

4.1 GUI

Graphical user interface. Jedná se o gra�cké prost°edí programu MATLAB. Slu£uje jednot-
livé prost°edky a komponenty, které pomáhají uºivateli vytvo°it vlastní program. Jsou dv¥
základní moºnosti, jak takový program vytvo°it. Pro jednoduchost, kdy uºivatel není tak
obeznámen s p°íkazy a r·znými toolboxy, existuje tzv. GUIDE.

GUIDE je gra�cké vývojové prost°edí MATLABu obsahující nástroje, které interaktivn¥
vytvo°í uºivateli jeho vlastní program jen pomocí klikání a tahání r·zných objekt·, viz
obrázek 4.1.

Druhá moºnost je psaní vlastních p°íkaz· a skript·.
Mezi základní komponenty GUI pat°í r·zné druhy tla£ítek (pushbutton, radiobutton,

. . . ), menu, checkboxy, textová pole, atd.
V¥t²ina jednotlivých komponent· má v sob¥ moºnost zavolání tzv. callbacku. Jedná se o

funkci, které se automaticky spustí p°i n¥jaké akci související s daným komponentem (vybrání
moºnosti z nabídky, kliknutí my²í atd.).

Uspo°ádání jednotlivých gra�ckých objekt· je hierarchické viz. obrázek 4.2. Kaºdá in-
stance gra�ckého objektu má sv·j unikátní identi�kátor, tzv. handle. Pomocí tohoto iden-
ti�kátoru lze manipulovat s danou instancí a m¥nit její vlastnosti. Pro práci s instancemi
obsahuje MATLAB dv¥ základní funkce: get a set. Pomocí p°íkazu set se nastavují para-
metry instance a pomocí p°íkazu get se naopak získávají.

4.1.1 Figure

Jedná se o okno na obrazovce, které slouºí MATLABu k vykreslení gra�ckého výstupu. Je
mnoho syntaxí, jak zavolat tento objekt. Od jednoduchého �gure(), které vytvo°í okno se

21
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Obrázek 4.1: GUIDE[13]

základními vlastnostmi, po �gure('PropertyName', propertyvalue,. . . ), kdy lze spe-
ci�kovat mnoho vlastností jako pozice, vý²ka, ²í°ka, nadpis atd. P°i zavolání p°íkazu h =
�gure(. . . ) p°i°adíme oknu prom¥nnou neboli handle h, do které se ukládají vlastnosti da-
ného okna. Pro získávání, m¥n¥ní £i speci�kování vlastností pracujeme s touto prom¥nnou.

4.1.2 UIobjects

Gra�cké objekty pro uºivatelské rozhraní. Nacházejí se hierarchicky pod �gure. Pomocí nich
se implementuje gra�cké rozhraní. Jako u kaºdého objektu, m·ºeme speci�kovat r·zné vlast-
nosti. Mezi UI objekty °adíme UIcontrol, UImenu, UIcontextmenu, UItable, UIpanel a UI-
buttongroup.

UIcontrol

UIcontrol jsou gra�cké objekty, které v¥t²inou p°i své aktivaci provedou callback. Stejn¥
jako v²echny UI objekty jsou pod°ízeny �gure. Existuje 10 základních typ· t¥chto objekt·,
kdy kaºdý má sv·j speci�cký význam.

Pushbutton

Tla£ítko, p°i jehoº stisknutí je provedena nade�novaná akce. Po stisknutí nez·stává v
aktivním stavu. Je uºite£né, kdyº akce, kterou chce uºivatel provést, nesouvisí s dal²ími
akcemi de�novanými ostatními objekty (nap°. tla£ítko OK ).
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Obrázek 4.2: Hierarchie objekt· v MATLABu [14]

Checkbox

Checkbox také generuje akci p°i stisknutí, ale oproti tla£ítku z·stává v aktivním stavu.
Je vhodný, kdyº uºivatel pot°ebuje více nezávislých moºností. M·ºe jich být aktivních více
najednou. Stav daného checkboxu je vid¥t na obrazovce a p°i dal²ím stisknutí se op¥t deak-
tivuje.

Radiobutton

Objekt radiobutton funguje stejn¥ jako checkbox, akorát s tím rozdílem, ºe v jejich sku-
pin¥ m·ºe být aktivní jen jedno.

Pop-up menu

P°í jeho stisknutí dojde k zobrazení seznamu moºností. Kdyº není stisknuto, ukazuje
poslední volbu. Stejn¥ jako u skupiny radiobutton· m·ºe být aktivní jen jedna moºnost v
rámci jednoho pop-up menu. Oproti skupin¥ radiobutton· nezabírá tolik prostoru.

Edit

Textové pole, kam lze psát a upravovat text dle vlastní pot°eby. Vhodné pro textový
vstup.

Frame

Obdélníkový okraj, který je vhodný pro odli²ení r·zných £ástí okna, které spolu nesouvisí.
Nelze u n¥j vyvolat callback.

Listbox

Listbox zobrazuje seznam moºností, u kterého si uºivatel m·ºe vybrat jednu £i více z
nabízených moºností. Pomocí vlastností min a max lze nastavit, kolik jich m·ºe uºivatel
zvolit.
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Slider

Posuvník. Jeho pozice je de�nována pomocí numerické hodnoty, která ur£uje jeho aktu-
ální pozici. Pohybuje se s ním bu¤ posouváním nebo klikáním. Pomocí vlastností je moºné
ur£it jeho rozsah, výchozí pozici, délku £i velikost. M·ºe být horizontální nebo vertikální.

Text

Pole se statickým textem. Oproti objektu edit nelze m¥nit. Vhodné pro popisky u ostat-
ních gra�ckých objekt·. Není zp·sob, jak u n¥j vyvolat callback.

Toggle

Podobné tla£ítko jako pushbutton. Po stisknutí se v²ak navrátí do p·vodní polohy a je
vid¥t, jestli je aktivní nebo ne. Vhodné pro vytvá°ení toolbar·.

UImenu

UImenu vytvá°í hierarchickou strukturu jednotlivých menu. UImenu lze pouºít i pro
vytvá°ení poloºek u kontextového menu.

UIcontextmenu

Pomocí kontextového menu je moºné vytvo°it nabídku, která se zobrazí p°i kliknutí
pravým tla£ítkem my²i na gra�cký objekt.

UItable

P°íkaz, který vytvá°í tabulku.

UIpanel

UIpanel sdruºuje ostatní gra�cké komponenty jako UIcontrol, Axes £i UIbuttongroup. Je
vhodný pro správu více gra�ckých objekt·.

UIbuttongroup

Obsahuje nej£ast¥ji toggle a radiobutton, ale m·ºe obsahovat i ostatní gra�cké kompo-
nenty. Jedná se o podobný gra�cký kontejner jako UIpanel.

4.1.3 Axes

Objekt slouºící k vykreslení graf·. P°i zavolání p°íkazu, který pot°ebuje osy pro zobrazení
(light, image atd.), je MATLAB automaticky vytvo°í. S vlastnostmi se op¥t pracuje pomocí
p°íkaz· set a get.
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4.2 P°edzpracování EEG

Zpracování dlouhodobých dat je problematické. Jedná se o £asovou a pam¥´ovou náro£nost.
Typická vzorkovací frekvence je 128 Hz. P°i 10 minutovém záznamu se jedná o 76800 vzork·.
U dlouhodobých dat bývá v²ak záznam v desítkách dní. Kdyº se vezme v potaz, ºe EEG bývá
nej£ast¥ji dvacetisvodové, je o£ividné, ºe pam¥´ je jedním z hlavních faktor· u zpracování
dlouhodobých dat. S pam¥´ovou náro£nosti roste úm¥rn¥ i ta £asová. [8]

P°edzpracování signálu je pot°ebné pro co nejv¥t²í efektivitu p°i následném zpracování.
D·leºité je pokusit se o takové úpravy, aby se dosáhlo celkového sníºení objemu dat, z toho
vyplívající £asové a pam¥´ové náro£nosti a charakteristika z pohledu sledovaných parametr·
výsledného signálu byla co nejvíc podobná charakteristice p·vodního.

Následující metody lze pouºít pro zvý²ení efektivity zpracování signálu.

4.2.1 Podvzorkování

O podvzorkování hovo°íme tehdy, kdyº p°i vzorkování signálu není dodrºen Shannon·v vzor-
kovací teorém, a to má za následek nemoºnost rekonstrukce p·vodního signálu a vznik um¥-
lých artefakt·. I p°es ztraátu n¥kterých informací a zkreselní pomocí um¥lých artefakt·, je
podvzorkování vhodné pro hrubé zpracování dlouhodobých dat.

V prost°edí MATLAB jsou pro podvzorkování implementovány následující funkce:

Resample

Jedna z funkcí, která m¥ní vzorkovací frekvenci signálu.

Y = Resample(X,P,Q), kde X je signál, u kterého se v pom¥ru P/Q zm¥ní p·vodní
vzorkovací frekvence.

Oproti jiné £asto pouºívané funkci Up�rdn má výhodu v defaultním pouºívání anti-
aliasingového dolnopropustného FIR �ltru b¥hem podvzorkování a kompenzuje tím zpoºd¥ní
�ltru. [14]

Up�rdn

Zvy²uje i sniºuje vzorkovací frekvenci. Neimplementuje defaultn¥ �ltr a uºivatel si ho
musí navrhnout sám. Je trochu obtíºn¥j²í na implementaci.

Y = Up�rdn(X,H,P,Q),
kde

X je p·vodní signál, P/Q pom¥r ve kterém se m¥ní vzorkovací frekvence a H je navrºený
�ltr. [14]

Decimate

Slouºí k podvzorkování p·vodního signálu, p°i kterém pouºívá stejn¥ jako resample dol-
nopropustný �ltr.

Y = Decimate(X,R),
kde
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X je p·vodní signál, u kterého se Rkrát sníºí vzorkovací frekvenci.
Základním �ltrem je Chebyshev·v �ltr 8. °ádu. [14]

Vlastní podvzorkování

Krom¥ funkcí jiº implementovaných v programu MATLAB lze vyzkou²et vlastní metody
podvzorkování. Jako základ vlastního podvzorkování pouºívám funkci bu�er(. . . ). Základní
implementace této funkce je:

Y = Bu�er(X,N), kde
X je vektor a N délka jednotlivých segment·. Výsledkem je matice, která má N °ádk·.
V jednotlivých segmentech vypo£ítám maximum a minimum. Jejich hodnoty pak dávají

nový vektor.
Uºivatel musí dbát na to, jaká analýza bude pouºita a tomu p°izp·sobit výslednou vzor-

kovací frekvenci. P°i velkém podvzorkování se ztrácí informace o vy²²ích frekvencích a práce
ve frekven£ní oblasti je velmi obtíºná.

Obrázek 4.3: Jednotlivá podvzorkování signálu

4.2.2 HDF5

Dal²í z metod, jak zjednodu²it práci s dlouhodobými daty, je vhodná volba datové formátu.
Hierarchical data format. Jedná se o datový model, který je zaloºen na stromové struktu°e

a slouºí k uchování a zpracování velkých datových kolekcí. Výhoda formátu HDF5 je taková,
ºe pro práci s ním není pot°eba na£ítat celý soubor do pam¥ti, ale lze pracovat jen s ur£itými
£ástmi. Nemá ºádná omezení na po£et £i velikost datových objekt· v kolekci. [15]

Obsahuje:

• SW knihovnu, která funguje na mnoho platformách
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• mnoho funkcí, které dovolují £asovou a pam¥´ovou optimalizaci

• nástroje pro analýzu, zpracování a zobrazení dat v kolekci

Hierarchie HDF5:

• group
Jedná se v hierarchii o sloºky. Mohou obsahovat dal²í sloºky, datasety, atributy, odkazy
£i datatypy.

• dataset
Jedná se o kolekci dat. Mnohodimenzionální pole £i znakové °et¥zce.

• atribut
Data, která jsou spojena s jinou entitou, t°eba datasetem.

• link
Odkaz na objekt.

• datatyp
Popisuje data v datasetu nebo atribut. Ukazuje, jak se mají správn¥ interpretovat data
v datasetu.

4.2.3 Randomizace

Pro práci s dlouhodobými signály je vhodná i metoda randomizace. Randomizace spo£ívá v
tom, ºe je vybrán náhodný po£et prvk· z mnoºiny a nad ním je spu²t¥n ur£itý algoritmus.
Tím se zkrátí výsledný £as na zpracování, jelikoº nejsou procházeny v²echny prvky v mnoºin¥.

Základ randomizace je takový, ºe je provedena konstantní segmentace (nap°. jiº zmín¥ná
funkce bu�er) na vybraném kanálu. Ze v²ech t¥chto segment· je náhodn¥ vybráno ur£ité
procento, se kterým se dále pracuje. Náhodn¥ vybrané segmenty jsou pak set°ízeny podle
po°adí a je vybrán ur£itý parametr. Ten bude jenodtlivé segmenty de�novat. Pro zji²t¥ní
technických artefakt· je vhodné vybrat st°ední hodnotu, která je vícemén¥ konstantní, ale
p°i technických artefaktech m·ºe dojít k jejímu lehkému vychýlení. Více viz parametrizace
4.3.2

Pro vytvo°ení náhodné posloupnosti do ur£itého £ísla bez opakování prvk· je v MATLABu
de�nována funkce randperm(. . . ).

Randperm(N) vrátí náhodnou posloupnost prvk· bez opakování do £ísla N, ale jiº si nelze
vybrat po£et prvk·.

To lze zajistit pomocí funkce randperms(. . . ).
Randperms(M,N) vrátí náhodnou mnoºinu do £ísla M, stejn¥ jako funkce randperm, ale

je moºnost vybrání po£tu prvk· z mnoºiny pomocí vektoru N, . P°. Randperms(6,1:3) vrací
1. aº 3. prvek funkce randperm(6).

Pro set°íd¥ní výsledné posloupnosti lze pouºít funkci sort(. . . ).
Sort(X) set°ídí prvky v mnoºin¥ X vzestupn¥.

Pomocí t¥chto funkcí lze získat set°íd¥nou posloupnost náhodn¥ vybraných segment·.
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4.3 Zpracování EEG

4.3.1 Segmentace

Základním poºadavkem pro segmentaci dlouhodobých signál· je pam¥´ová a £asová nená-
ro£nost. Jak uº bylo zmín¥no, konstantní segmentace sice není tolik £asov¥ a pam¥´ov¥
nenáro£ná jako adaptivní, ale pro £asov¥ prom¥nné signály typu EEG není vhodná. Kv·li
tomu je pot°eba navhrnout metodu adaptivní segmentace, která by dle n¥jaké charakteristiky
rozd¥lila signál na vhodné segmenty pro dal²í zpracování.

Pro co nejmen²í po£et výpo£t· je d·leºité pouºít výpo£etn¥ nenáro£né operace. Tento
poºadavek spl¬ují statistické parametry, které pracují s amplitudovým rozd¥lením signálu.
Statistické parametry vhodné pro vyuºití u EEG jsou: st°ední hodnota, rozptyl, ²ikmost a
²pi£atost. Výpo£etn¥ náro£n¥j²í operace se pojí s frekven£ní oblastí. Pro EEG je vhodná
práce ve frekven£ní oblasti, ale p°evod do ní pomocí FFT v jednotlivých oknech je £asov¥
náro£ný a pro rychlou p°edstavu o nam¥°ených datech pomocí adaptivní segmentace tém¥°
nepouºitelné.

Základem adaptivní segmentace je metoda bu¤ dvou posuvných oken, nebo posuvného
a referen£ního. Pohyb oken je zaji²t¥n pomocí funkce for, která postupn¥ prochází v²echna
data.

4.3.2 Parametrizace

Parametrizace je jednou z moºností, jak se pokusit o rychlej²í zpracování dlouhodobých
biosignál·. Základem paramterizace je konstantní segmentace, která rozd¥lí signál na stejn¥
dlouhé segmenty. V nich se následn¥ spo£ítá libovolný parametr, který mi bude jednotlivé
segmenty de�novat, a vykresí se graf. Z n¥j je moºné vid¥t ur£ité zajímavé úseky, kde se
nacházejí a zam¥°it se na tyto £ásti signálu.

Pro dal²í sníºení £asové náro£nosti je pouºita randomizace, která vybírá jen ur£itý vzorek
segment·, ve kterých prob¥hne výpo£et parametru a tím velmi urychlí nalezení vhodných a
zajímavých £ástí signálu.

Krom¥ vykreslování graf· pomocí funkce plot(. . . ), která je velmi £asto pouºívána, lze
pouºít také funkci line(. . . ). Jedná se o oby£ejnou k°ivku, která nepouºivá tolik moºností
pro vykreslování jako funkce plot, a z toho plyne mnohonásobn¥ rychlej²í vykreslení.

Nade�nuji si libovlnou £áru, které následn¥ pomocí funkce set nastavím hodnoty pro
jednotlivé osy.

lHandle = line(nan,nan);
set(lHandle,'Xdata',osa_x,'YData',vektor_parametr);
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Program

Programová praktická £ást je zam¥°ena na zobrazení pot°ebných výsledk· p°i analýze a
segmentaci dlouhodobých dat. Hlavním úkolem bylo uleh£it práci p°i zpracování t¥chto dat
a pokusit se vybrat ze signál· pomocí adaptivní segmentace, co nejmén¥ náro£né na pam¥´ové
a £asové zpracování, nejzajímav¥j²í oblasti.

Obrázek 5.1: Hlavní okno aplikace, ve kterém probíhá vykreslování a analýza datových kanál·

5.1 Data

Data z dlouhodobých pozorování, která byla sou£ástí vývoje tohoto gra�ckého prost°edí, jsou
z Mayo Clinic z roku 2014, kdy se jedná o 8 dní dlouhý záznam. Jsou to data ve formátu
.edf, která jsou rozd¥lena po jednotlivých dnech a nocích. Sou£ástí GUI je slou£ení t¥chto
dat do jednoho souboru, na kterém byla zkou²ena práce s dlouhodobými daty.

Program umoº¬uje na£íst data z n¥kolika soubor· ve formátu .edf. B¥hem tohoto slou£ení,
pro zjednodu²ení pam¥´ové náro£nosti, lze tyto data podvzorkovat a tím uleh£it celkovou
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náro£nost na zpracování dat. Výsledný formát výstupního souboru, se kterým pak pracuje
program je .h5.

5.1.1 EDF

European data format. Standardní datový formát, který slouºí pro práci a uchování mnoho-
kanálových biomedicínských a fyzikálních dat (nej£ast¥ji EEG a PSG). Nov¥j²í verze EDF+
je více �exibilní oproti EDF, kdy krom¥ záznam· m·ºe obsahovat anotace a také ECG,
EMG, evokované potenciály atd.

5.1.2 Konverze do HDF5

P°i zvolení poloºky �le -> conversion v hlavním okn¥ vysko£í okno, ve kterém si uºivatel
vybere data ve formátu EDF podle po°adí, v jakém je chce dané soubory pospojovat a
provést konverzi do HDF5 viz. obrázek 5.2.

Obrázek 5.2: Výchozí okno pro konverzi do datového formátu HDF5

Okno pro konverzi je rozd¥leno na 3 UIpanely. Pomocí tla£ítek Find se zavolá funkce
uiget�le(. . . ), kde si uºivatel vybere soubory a jejich cesty se následn¥ zobrazí v textovém
poli v levém panelu a jejich názvy v pravém panelu. Cesta k jednotlivým soubor·m je
následn¥ pouºita pro funkci EDF_read_write(. . . ). Pomocí zvolení vhodných parametr·
na£te tato funkce jen hlavi£ku daného souboru a uloºí ji do MATLABovské struktury viz.
obrázek 5.3.

Po potvrzení tla£ítkem Con�rm se vytvo°í nové okno s jednotlivými kanály v podob¥
UItable, která obsahuje názvy v²ech kanál· z hlavi£ek daných soubor· viz. obrázek 5.4.



5.1. DATA 31

Obrázek 5.3: Soubory p°ipravené ke spojení a p°evodu do formátu HDF5

Uºivatel si pomocí checkbox· u kaºdého kanálu vybere, jaký kanál p°evede do hromad-
ného HDF5 souboru. Pro práci s dlouhodobými daty je zde moºnost podvzorkování signálu,
kdy pomocí tla£ítek Fs - UP a Fs - DOWN vynásobíme/vyd¥líme frekvenci dv¥ma.

Poté, co si uºivatel vybere kanály a jejich výslednou frekvenci pro pozd¥j²í práci, klik-
nutím op¥t na tla£ítko Con�rm spustí proces vytvá°ení souboru HDF5. Tento proces kon£í
oknem, kam si zadá název výsledného souboru.

5.1.3 Na£tení dat

Na£tení dat probíhá op¥t v hlavním okn¥ v poloºce �le -> load viz. obrázek 5.5.

Okno pro na£tení dat je rozd¥leno na 4 UIpanely. V levém panelu se nacházejí tla£ítka s
jednotlivými názvy kanál· z na£teného HDF5 souboru. P°i stisknutí t¥chto tla£ítek se objeví
v centrálním panelu podrobnosti ohledn¥ zvoleného kanálu. Jedná se o maximální hodnoty,
minimální hodnoty, vzorkovací frekvenci atd. V pravém panelu si pak uºivatel vybere, jaké
kanály si p°eje na£íst. V p°ípad¥ v²ech zvolí v pravém dolním panelu tla£ítko V²e, v p°ípad¥
vymazání v²ech zvolených stiskne tla£ítko Odebrat. Na£tení vybraných kanál· pak potvrdí
tla£ítkem Potvrdit.

P°edávání dat mezi jednotlivými okny je pomocí funkcí setappdata(. . . ) a getapp-
data(. . . ).
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Obrázek 5.4: Seznam v²ech kanál· v na£tených hlavi£kách z EDF soubor·

5.2 Zobrazení

5.2.1 Datový kanál

Hlavní vyuºití formátu HDF5 je hlavn¥ díky zobrazování dat. Oproti ostatním formát·m
(EDF, MATLABovskému m-�lu, . . . ) je moºno na£íst jen £ást dat v daném datasetu. Místo,
aby se dlouhav¥ na£ítal celý soubor jako je to u m-�l·, lze si na£íst jen data, které si pot°ebuje
uºivatel vykreslit nebo s nimi pracovat. viz. obrázek 5.6.

Po na£tení dat je hlavní okno rozd¥leno na dv¥ £ásti, dva UIpanely. V levém panelu
probíhá vykreslování dat dle zvolených moºností v pravém panelu. Krom¥ t¥chto dvou £ástí
jsou zde je²t¥ dva posuvníky, horizontální a vertikální. Horizontální slouºí k posouvání v £ase
na v²ech kanálech, v závislosti na zvolené délce £asové osy. Díky vlastnostem HDF5 formátu
pro vykreslování se vºdy na£ítá jen ta £ást kanálu, která má být vykreslena. Vertikální slouºí
k posouvání po jednotlivých kanálech, kdy po na£tení více kanál· je vºdy v okn¥ zobrazena
jen jedna polovina v²ech kanál·.

�asová osa

Pro zobrazení jen ur£ité £ásti kanálu je zavedeno m¥°ítko £asové osy viz. obrázky 5.7a a
5.7b.

5.2.2 Segment

Pro moºnost zobrazení jen ur£itých segment·, vzniklých p°i adpativní segmentaci, je vytvo-
°eno v hlavním menu tal£ítko Analýza. P°i jeho rozkliknutí a vybrání moºnosti Choose, je
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Obrázek 5.5: Okno aplikace umoº¬ující na£tení datových kanál· z HDF5 souboru

moºné si vybrat pomocí my²i ur£itý segment a ten se pak zobrazí v novém okn¥ viz. obrázek
5.8.

U segmentu je podobn¥ jako v hlavním okn¥ moºnost zvolení £asového m¥°ítka (i rámec
sekund). Lze si tedy podrobn¥ projít daný segment.

5.3 Segmentace

Ke zji²t¥ní £asové náro£ností jednotlivých segmentací obsahuje MATLAB funkce tic (za£ne
m¥°it £as) a toc (zastaví m¥°ení £asu). Vhodné pro zkou²ení £asové náro£nosti jednotlivých
segmentací.

5.3.1 Konstantní segmentace

Pro lep²í pochopení charakteru signálu je moºnost provést konstantní segmentaci viz. ob-
rázek 5.9, kterou pak lze dob°e pouºít na vykreslení vybraných parametr· vypo£ítaných
v rozsegmentovaných úsecích. Velikost úsek· si m·ºe uºivatel zvolit sám. V nabídce jsou
vte°iny, minuty a hodiny. Po£et jednotek £asu pak napí²e do textového pole viz. obrázek
5.10.

5.3.2 Adaptivní segmentace

Adaptivní segmentace v programu je zaloºena na dvou oknech, pevném referen£ním a po-
suvném viz. adaptivní segmentace v teoretické £ásti. Uºivatel si m·ºe zvolit velikost okna,
se kterými segmentace pracuje a práh, který zna£í diferenci pro daný parametr mezi ob¥ma
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Obrázek 5.6: Zobrazení dat v hlavním okn¥ aplikace

(a) Formát £asové osy

(b) Jednotlivá m¥°ítka £asové osy

Obrázek 5.7: Moºnosti £asové osy

okny viz. obrázek 5.12. Je navrºeno n¥kolik zp·sob· adaptivní segmentace pro dlouhodobé
signály. P°i zvolení typu segmentace jsou u kaºdého defaultní hodnoty pro okno a práh na
základ¥ jejich parametru viz. obrázek 5.11.

P°i adaptivní segmentaci je nade�nována minimální a maximální velikost úseku, aby
v £ásti záznamu nebylo n¥kolik segment· najednou a v dal²í £ásti pak ºádné. Minimální
velikost úseku jsou 3 minuty.

Adaptivní segmentace - £asová oblast

V £asové oblasti pracuje adaptivní segmentace s amplitudovým rozd¥lením a o adap-
tivní segmentaci se starají jiº v teoretickém úvodu zmín¥né 4 statistické parametry(medián,
rozptyl, ²ikmost a ²pi£atost). V MATLABu jsou pro v²echny tyto statistické parametry jiº
nade�nované funkce (med(. . . ), var(. . . ), skewness(. . . ) a kurtosis(. . . )).

Adaptivní segmentace - frekven£ní oblast
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Obrázek 5.8: Vybraný segment pro podorbn¥j²í zobrazení a analýzu

Pro adaptivní segmentaci ve frekven£ní oblasti se nejlépe osv¥d£ila funkcemscohere(. . . ),
která zkoumá podobnost na jednotlivých frekvencích. Analýza ve frekven£ní oblasti je ov²em
výpo£etn¥ náro£ná, a to kv·li p°evedení z £asové oblasti pomocí FFT.

Pro ukázku: �asová náro£nost segmentace ve frekven£ní oblasti byla na datech dlouhých
2h44min celých 754.4 vte°in.

V tomto p°ípad¥ bylo je²t¥ provedeno urychlení adaptivní segmentace, kdy se pohyblivé
okno nepohybovalo po jednotlivých vzorcích, ale po kaºdém desátém.

5.4 Parametrizace

Ovládání parametrizace spo£ivá v nastavení jednoho z parametr·, kterým se chce uºivatel
zabývat. Dal²ím nastavením je podle jaké segmentace se parametr bude po£ítat. Jestli p·jde
o adaptivní £i konstantní. Poslední nastavením je procento náhodných segment·, ve kterých
bude parametr po£ítán. 5.13.

Jedním z parametr· v nabídce parametrizace je median. Na ukázku je median vykreslen
viz. 5.14. Bliº²í seznámení s pramterizací je v poslední kapitole v experimentech na klinických
datech.

5.5 Výstup pogramu

Jedním z moºných výstup· programu je moºnost uloºení adaptivní segmentace do m-�lu.Tu
pak lze pouºít na nepodvzorkovaný signál.
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Obrázek 5.9: Konstantní segmentace

Uloºení jenodtlivých segment· probíhá pomocí funkce save(. . . ). Na£tení do prom¥nné
je pak pomocí importdata(. . . ), která má jako parametr cestu k danému m-�lu.
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Obrázek 5.10: Moºnosti konstantní segmentace

Obrázek 5.11: Adaptivní segmentace

Obrázek 5.12: Moºnosti adaptivní segmentace
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Obrázek 5.13: Moºnosti parametrizace

Obrázek 5.14: Okno pro zobrazení vybraných parametr·
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Experimenty nad klinickymi daty

6.1 Adaptivní segmentace

P°i adaptivní segmentaci nastává problém, kdy jsou její výsledky velmi závislé na zvolení
²í°ky posuvného okna a práhu pro detekci zm¥ny. Tyto parametry byly, i p°es snahu zajistit
n¥jakou metodu pro jejich zji²t¥ní, voleny experimentáln¥.

Adaptivní segmentace - St°ední hodnota

P°edpoklad pro ú£innou adaptivní segmentaci za pouºití podvzorkování je takový, ºe
musí být mezi p·vodním a podvzorkovaným signálem n¥jaký parametr, jehoº hodnota je i
po podvzorkování velmi podobná p·vodní.

Porovnání st°edních hodnot pro p·vodní a podvzorkovaný signál. Jedná se o výpo£et
st°edních hodnot v 15 vte°inových úsecích p°i konstantní segmentaci viz. obrázek 6.1.

Z tohoto p°edpokladu vychází, ºe by rozd¥lení segment· p°i adaptivní segmentaci zalo-
ºené na st°ední hodnot¥ m¥lo být velmi podobné.

Segmentace provedená na p·vodním a podvzorkovaném signálu viz. obrázek 6.2.

P°i porovnání £asových náro£ností obou segmentací, tak na podvzorkovaném signálu byl
£as kolem 13s. Oproti tomu na p·vodním byl p°ibliºn¥ 187s.

Adaptivní segmentace - Rozptyl

(a) St°ední hodnota p°i 512Hz (b) St°ední hodnota p°i 64Hz

Obrázek 6.1: St°ední hodnoty v 15 vte°inových úsecích pro p·vodní a podvzorkovaný signál
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(a) St°ední hodnota - 512Hz

(b) St°ední hodnota - 64Hz

Obrázek 6.2: Adaptivní segmentace zaloºená na st°ední hodnot¥ na p·vodním a podvzorko-
vaném signálu
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Podobným vykreslením hodnot rozptylu v 15 vte°inových úsecích, jako u st°ední hodnoty,
vychází pro oba signály op¥t velmi podobné hodnoty. Hranice segment· u obou signál· po
adaptivní segmentaci by m¥ly vyjít velmi podobn¥ viz. obrázek 6.3.

I p°es jednoduchost výpo£t· statistických parametr· a podvzorkování signál· na malou
vzorkovací frekvenci, jsou stále na velmi dlouhých vícedenních zázanech výpo£ty adaptivní
segmentace velmi £asov¥ a pam¥´ov¥ náro£né.

Parametrizace + adaptivní segmentace

Pro velmi dlouhá data byl zkou²en jiº zmín¥ný zp·sob adaptivní segmentace na parame-
tru, spo£ítaném pomocí parametrizace a randomizace. Výsledná segmentace prob¥hla na 56
hodinovém signálu, kdy na první pohled není zcela z°etelné,jaké segmenty lze o£ekávat. 6.4
P°i zm¥n¥ £asové osy na hodinový záznam lze vid¥t detekci technických artefakt·. 6.5

Adaptivní segmentace - Nízký práh

Minimální úsek pro segmentaci je zvolen na hodnot¥ 3 minut. P°i zvolení nízkého prahu
pro adaptivní segmentaci je moºné, ºe z adpativní segmentace se stane konstantní s úsekem
kaºdé 3 minuty. 6.6

6.2 Parametrizace

Pro hrubou p°edstavu o nam¥°ených datech je parametrizace ideální nástroj. Je v²ak d·leºité
brát v potaz po£et segment·, v nichº probhá výpo£et parametru. P°i malém mnoºství není
zaru£eno správné zji²t¥ní povahy mnam¥°ených dat. Porovnání závislosti parametru na po£tu
náhodných segment·. 6.7

Z výsledných graf· je vid¥t, ºe p°i dostate£ném mnoºství segment· lze i pro nízké pro-
cento náhodn¥ vybraných segment· p°ibliºn¥ zjistit chování daného signálu a vybrat danou
£ást pro dal²í analýzu.

Dal²ím parametrem, který je nade�nován v aplikaci, je výkon jednotlivých frekven£ních
pásem. Jedná se o 4 základní pásma: alfa, beta, theta a delta. Výkony jednotlivých frekven£-
ních pásem v náhodných segmentech jsou yykresleny v následujících grafech. 6.8

P°i výpo£tu výkonu v jednotlivých frkeven£ních pásemch bylo pouºito �ltru, který od�l-
troval ze signálu v²echny ostatní frekvence, krom¥ frekvencí pro dané pásmo.

Na záv¥° je²t¥ ukázka st°ední hodnoty v jednom z datových kanál·, kdy je moºné p°ibliºn¥
lokalizovat ur£ité artefakty. 6.9
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(a) Rozptyl - 512Hz

(b) Rozptyl - 64Hz

Obrázek 6.3: Adaptivní segmentace zaloºená na rozptylu na p·vodním a podvzorkovaném
signálu
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Obrázek 6.4: Parametrizace + adaptivní segmentace

Obrázek 6.5: Parametrizace + adaptivní segmentace 2
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Obrázek 6.6: Nízký práh

(a) 1% segment· (b) 2% segment·

(c) 5% segment· (d) 10% segment·

Obrázek 6.7: Parametrizace ur£itého po£tu segment·
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Obrázek 6.8: Výkony v jednotlivých frekven£ních pásmech p°i rozd¥lení konstantní segmen-
tací a randomizaci

Obrázek 6.9: P°ibliºná lokalizace artefakt· pomocí st°ední hodnoty
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Záv¥r

V této práci je °e²ena problematika zpracování dlouhodobých biomedicínských dat.

Poda°ilo se navrhnout metody vhodné pro p°edzpracování dlouhodobých dat a sníºit
tak celkový objem zpracovávaných informací. Jedná se o výb¥r vhodné datové struktury,
podvzorkování a parametrizaci. Za vhodnou strukturu pro zpracování povaºuji datový formát
HDF5, který umoº¬uje na£íat pouze £ást dat, které jsou v tomto ofmrátu na disku uloºeny.
Uºivatel tedy m·ºe pracovat jen s daty, se kterými pot°ebuje, aniº by na£etl celý soubor.
Pro podvzorkování bylo vyzkou²eno n¥kolik funkcí, které MATLAB defaultn¥ implementuje
a také vlastní metoda, která spo£ívá v nalezení minim a maxim v jednotlivých segmentech po
rozsegmentování daného datového kanálu. V²echny metody podvzorkování vykazovaly velmi
podobné výsledky. 4.3 a jako výchozí funkce v programu byla pouºita funkce resample.
Parametrizace sice nezmen²í objem zpracovávaných dat oproti p°edchozím metodám, zato
vhodnou volbou parametru vykreslí chování daného signálu. Z výsledného grafu je poté
moºné nalézt zajímavé úseky a vykreslit si jen pot°ebnou £ást, pop°ípad¥ pouºít adaptivní
segmentaci na výsledný pr·b¥h vypo£teného parametru.

Dal²í £ástí práce bylo nalezení optimální adaptivní segmentace pro dlouhodobá data.
Nejrychlej²í metoda adaptivní segementace byla za pomoci referen£ního a posuvného okna,
kde jako parametry byly po£ítány st°ední hodnota a rozptyl, výpo£etn¥ nenáro£né parametry.
Adaptivní segmentace ve frekven£ní oblasti je naopak výpo£etn¥ velmi náro£ná a vhodná pro
men²í objem dat nap°. pro jednotlivé segmenty po provedení adaptivní segmentace. Po£et
výsledných segment· velmi záleºí na volb¥ délky okna a práhu. Pro zrychlení adaptivní
sgementace lze zm¥nit posun okna po více prvcích, kdy hrubé výsledky pro dlouhodobá data
vychází podobn¥. Porovnání adaptivní segmentace na základ¥ st°ední hodnoty a rozptylu pro
p·vodní a podvzorkovaný signál vy²ly velmi podobn¥, takºe tato metoda je velmi vhodná
pro adaptivní segmentaci.

V²echny výsledky jsou zobrazeny pomocí výsledného programu, který umí p°evést EDF
soubory do formátu HDF5 a s nima pak následn¥ pracovat. Za zmínku je²t¥ stojí uloºení vý-
sledk· adaptivní segmentace, které pak lze nahrát do nepodvzorkovaného signálu a pracovat
s ním. Program je vhodný i pro n¥kolika denní data, kdy klasické p°ístupy pro zpracování
dat nejsou tak ú£inné.
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P°íloha A

Obsah p°iloºeného CD

P°íloha obsahuje CD s výslednou aplikací, bakalá°skou prací a testovacími daty.

Adresá°: text
� BP.pdf

Adresá°: testovací data
� sd2.2_ D03_ MWT.edf
� sd2.2_ D05_ MWT.edf
� sd2.2_ D06_ MWT.edf
� sd2.2_ D09_ MWT.edf

Adresá°: program
� conversion_ H5_ EDF.m
� createH5.m
� EDF_ read_ simple.m
� EDF_ read_ write.m
� GUI_ analysis.m
� GUI_ data_ zpracovani.m
� GUI_ hlavni.m
� GUI_ okno_ data.m
� GUI_ parametr.m
� randperms.m
� scrollsubplot.m
� xml2struct.m

Aplikace se spou²tí pomocí souboru GUI_ hlavni.m. Jednotlivé funkce aplikace jsou
popsány v kapitole 5: Program.
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